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Introduccion

Existe una necesidad constante de encontrar
métodos que permitan pronosticar el desarrollo de
posibles tormentas severas de forma precisa

Sin embargo, este tipo de fenémenos muestran una
oran variabilidad de condiciones bajo las que se
desarrollan, dificultando la generacién de un modelo

=

general que permita su pronostico

En la actualidad, el método méds eficiente para
identificar estos fenomenos es el uso radar



Objetivos

e Identificar rasgos precursores a tormentas severas empleando productos

satelitales.
e Automatizar la identificaciéon de rasgos asociados a las tormentas severas para

eventos futuros.
e (Generar un modelo que tome en cuenta los factores observados que funcione

como una sistema de nowcasting.



Pronéstico a corto plazo

e Llamado en inglés Nowcasting

e Prondstico que considera la posibilidad de que ocurra un episodio de conveccién
severa en cualquier momento de las proximas 24 horas. it b. B., & stel, F. (2007)

e [iste tipo de prondstico se enfoca en observaciones y cémo se extrapolan
linealmente a el futuro préximo.

e Pequenas extensiones de terreno para permitir una mayor resolucion espacial y
temporal de los factores que intervienen en los procesos.



Tormentas severas

Fendémenos convectivos de sistemas climéticos a mesoescala que se producen por una
distribucion irregular de energia térmica en la atmdsfera.

Las condiciones iniciales que preceden a este tipo de eventos son muy variables lo
cual dificulta su extrapolacion.

Su tamaifio va de unas pocos kilémetros a unos 200 o 300 kilémetros
Existen dos medios de prondstico principales para este tipo de eventos

e Observaciones de radar meteorolégico
e Modelos numéricos de prondstico



Tormentas severas

Este tipo de tormentas son responsables de
inundaciones subitas, granizo, vientos mayores a
los 50 nudos, tormentas eléctricas y tornados.



Condiciones necesarias para su formacion

e Una distribucién inestable de energia térmica en la atmdsfera que permita que
las parcelas de aire tienda a desplazarse hacia arriba.

e Saturacion de vapor de agua en la atmdsfera que permita las parcelas de aire
asciendan a mayor velocidad sobre la columna atmosférica.

e Una condicion dindmica que obligue a las corriente de aire a ascender y
converger permitiendo la formacion de nubes.



GOES-R

Satelite de orbita geoestacionaria lanzado el 19
de noviembre de 2016

Equipado con varios instrumentos disefiados para
el estudio del clima de la tierra y el espacio.

ABI Advanced Baseline Imager de 16 bandas
visible e infrarrojo con resolucién de 0.5 - 2 km.

{Not Visible) MAG

In-Situ

GLM Geostationary Lightning Mapper con { 3
resolucion temporal de 2 ms. y espacial de 2 km. AT g

https://www.goes-r.gov/




ABI TECHNICAL SUMMARY CHART

TABLE I. Summary of the wavelength, resolution, and sample use and heritage instrument(s) of the ABI bands. The minimum and maximum wavelength
range represent the full width at half maximum (FWHM or 50%) points. [The Instantaneous Geometric Field Of View (IGFOV).]

ABI Band Central Wavelength(um) Type Nickname Best Spatial Resolution
1 0.47 Visible Blue 1
2 0.64 Visible Red 0.5
3 0.86 Near-Infrared Veggie 1
4 1.37 Near-Infrared Cirrus 2
5 1.6 Near-Infrared Snow/Ice 1
6 2.2 Near-Infrared Cloud particle size 2
7 3.9 Infrared Shortwave window 2
8 6.2 Infrared Upper-level water vapor 2
9 6.9 Infrared Midlevel water vapor 2
10 7.3 Infrared Lower-level water vapor 2
11 8.4 Infrared Cloud-top phase 2
12 9.6 Infrared Ozone 2
13 10.3 Infrared "Clean” longwave window 2
14 1.2 Infrared Longwave window 2
15 12.3 Infrared "Drity" longwave window 2
16 13.3 Infrared CO3 longwave 2

Schmit, T. J., S. S. Lindstrom, J. J. Gerth, M. M. Gunshor, 2018. Applications of the 16 spectral bands on the Advanced Baseline Imager (ABI)
J. Operational Meteor., 6 (4), 33-46.
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Rasgos identificados en imdgenes satelitales

e [nfriamiento muy rdpido del tope de nubes durante el
inicio de las tormentas.

e Presencia andmala de gotas de agua pequenas o
cristales de hielo dentro de las Cumulonimbus.

e Incremento de la presencia de rayos en el tope de
nubes.

e Qvershooting tops

Bedka, K. 2018




Redes Neuronales Artificiales

Tiene la propiedad de poder modelar de forma directa la relacién entre una o méas
variables de entrada y de salida. Aprenden de forma automadtica dicha relacion a

partir de la repeticiéon y optimizacion de pardmetros.
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https://ai.plainenglish.io/my—notes—on—neuréI—networks—adf3e49657f8




Entrenamiento

Cada una de las capas ocultas estd compuesta por “neuronas” que se alimenta de la
informacion de capa anterior, realiza una funcién de activaciéon no lineal y pasa el
resultado a la siguiente capa.
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https://medium.com/swih/activation-functions-in-artificial-neural-networks-8aa6a5ddf832




Entrenamiento

Al llegar a la capa de salida se compara el valor obtenido por la red con el valor
objetivo y se usa el gradiente de dicho error para ajustar los pardmetros de de cada
una de las neuronas para luego repetir la activacion.

Lo que se pretende es obtener mediante este proceso es minimizar el error entre la

salida del modelo y el valor objetivo.
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Redes Neuronales Convolutivas

Variante de las redes neuronales que permiten al modelo imitar, en cierta forma, la
capacidad de ver de los cerebros biologicos.

Tiene la capacidad de aprender a identificar formas y patrones en el espacio y/o en el

tiempo.

Ideales para clasificar y segmentar imdgenes de forma automaética.

https://medium.com/swih/activation-functions-in-artificial-neural-network
s-8aababddfg32

LeNail, (2019).




Redes Neuronales Convolutivas

Este proceso se realiza mediante el uso de filtros convolucionales o kernels seguido
de una funcién de activacion no lineales.

En cada capa se aplican una serie de filtros, los cuales, se encargan de distinguir
diferentes patrones en las imdgenes o volimenes de entrenamiento.
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LeNail, (2019).

https://www.vojtech.net/posts/intro-convolutional-neural-networks/




Redes Neuronales Convolutivas

Capas de muestreo, su funcion es la de
reducir o aumentar el tamafio de los
volumenes que recibe

Capa reduccion se pretende mantener
unicamente el valor mds representativo
de cada seccion preservando los canales

Capa aumenté su funcion es hacer
aumentar el tamano de la imagen
usando alguna interpolacion
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Datos del GLM
Bandas ABI del GOES 16:

C08, C10, C11, C13,
C14, C15, C16

Latitud (18° 00’ 35.14”, 21°26°49.06")
Longitud (-100° 34’6.03”, -97°07°51.43")

Entrenamiento

21/03/2018
04/04/2018
15/03/2020
21/03/2020

Validacién y prueba

e 14/02/2020
e 18/03/2020



Metodologia



Preprocesamiento

Diseno de la red

Entrenamiento

Validacion

Tratamiento de los datos
GLM

Calculo de gradientes de
temperatura en el tope de
nube

Enmascarado de los
datos

Creacion de los sets de
entrenamiento, pruebay
validacion

Configuraciones
probadas

Utilizando el set de
validacion se evalué la
precision de la red
después de cada
iteracion para comparar
los resultados con los
obtenidos en el set de
entrenamiento.



Datos GLM

Se genera un archivo netedf con datos
de latitud, longitud, fecha, hora e
intensidad, entre otros, cada 20

2020-02-14T20:15:05UTC

segundos

Se conjunto en un archivo hdf tnico
todos los eventos observados durante el
periodo sobre la zona de estudio para
facilitar la consulta y mapeo de datos




Gradientes de temperatura

A partir de los datos de la banda 14, se
calculd la variacién de la temperatura
en el tope de nubes respecto al tiempo

(C14,-C14 )/ dt

Se elimino todos los datos cuyo
gradiente sea mayor a -2 K/min con la
intencién de eliminar variaciones de
temperatura muy pequenas

100.2°W  99.6°W

99PW| 98.4°W  97.8°W 7.2{w




Enmascaramiento de los datos

Variables de interés para la deteccion de conveccidn en el tope de nubes

C14 Temperatura del tope de nubes y velocidad de enfriamiento
C08-C14 .

CO08-C10 Altura relativa del tope de nubes a la tropopausa y su
C16-C14 variacion en el tiempo

C15-C14

C11-C14 Glaciacion el tope de nubes

(C15-C14)-(C14 - C15)

A partir de estas variables se establecieron umbrales de deteccion de nubes probablemente
convectivas para generar las mdscaras que se utilizaran para el entrenamiento de la red
neuronal

Lee, S., Han, H., Im, J., Jang, E., & Lee, M.-I. (2017). Detection of deterministic and probabilistic convection initiation using Himawari-8 Advanced Himawari Imager data. Atmospheric

Measurement Techniques, 10(5), 1859-1874. https://doi.org/https://doi.org/10.5194/amt-10-1859-2017



Enmascaramiento de los datos
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Enmascaramiento de los datos
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Enmascarado de los datos
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Creacién de los set de entrenamiento y validacion

(64 x 64 x5) (64x64x1)

Total set de entrenamiento = 3520
Total set de validacion = 1080

(192 x 192 x 6)




Arquitectura de la red neuronal
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Ronneberger, O., Fischer, P., & Brox, T. (2015). U-Net: Convolutional Networks for Biomedical Image Segmentation. arXiv:1505.04597 [cs]. http://arxiv.org/abs/1505.04597



Multi-task learning Module

Arquitectura de la red neuronal
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Zhang, W., Liu, H., Li, P., & Han, L. (2020). A Multi-task Two-stream Spatiotemporal Convolutional Neural Network for Convective Storm Nowcasting. arXiv:2010.14100 [physics].
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http://arxiv.org/abs/2010.14100




Arquitectura de la red neuronal
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Zhang, W., Liu, H., Li, P., & Han, L. (2020). A Multi-task Two-stream Spatiotemporal Convolutional Neural Network for Convective Storm Nowcasting. arXiv:2010.14100 [physics].

http://arxiv.org/abs/2010.14100




Arquitectura de la red neuronal
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Zhang, W., Liu, H., Li, P., & Han, L. (2020). A Multi-task Two-stream Spatiotemporal Convolutional Neural Network for Convective Storm Nowcasting. arXiv:2010.14100 [physics].

http://arxiv.org/abs/2010.14100




Arquitectura de la red neuronal
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Zhang, W., Liu, H., Li, P., & Han, L. (2020). A Multi-task Two-stream Spatiotemporal Convolutional Neural Network for Convective Storm Nowcasting. arXiv:2010.14100 [physics].

http://arxiv.org/abs/2010.14100




Arquitectura de la red neuronal
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Arquitectura de la red neuronal
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Zhang, W., Liu, H., Li, P., & Han, L. (2020). A Multi-task Two-stream Spatiotemporal Convolutional Neural Network for Convective Storm Nowcasting. arXiv:2010.14100 [physics].

http://arxiv.org/abs/2010.14100




Resultados



Resultados de la red espaciotemporal

Tras 10 iteraciones no se
observo un aprendizaje de la
red para ninguna de las
configuraciones probadas
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Resultados del entrenamiento Unet

Precisiéon tras 10 iteraciones
utilizando una velocidad de
aprendizaje de 0.001
Entrenamiento 0.9805
Validacién 0.9726

Precision
== Entrenamiento == Validacion
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Segmentacion de imagenes con la red

Méscara original Méscara predicha




Segmentacion de imagenes con la red

Méscara original Méscara predicha




Resultados finales
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Resultados finales
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Conclusiones

e Se logr6 obtener una mascara de nubes que posiblemente sean de origen
convectivo utilizando una red neuronal convolucional.

e Sin embargo, debido a la poca informacién con la que se cuenta no es posible
asegurar que siempre identificard de forma adecuada las nubes convectivas.

e [l uso en conjunto de las mascaras y datos de otras variables asociados a la
actividad convectiva en la atmdsfera pueden llegar conjuntar un sistema que
permita detectar el desarrollo de nubes convectivas de forma temprana.
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